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符号主义与联结主义：从常识推理的视角看
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摘  要：长久以来，符号主义方法一直占据着常识推理领域的主流地位，而联结主义方法一直被批评

不具备复杂推理能力。然而，随着以ChatGPT为代表的大语言模型的兴起，联结主义方法在常识推理方

面的表现超越了符号主义方法，展现出了复杂推理的能力。从常识推理的视角对符号主义和联结主义方

法进行了对比分析，首先介绍了两种方法解决常识推理问题的基本思路，并分析二者所面临的问题；然后

通过一个实例来解释符号主义方法所面临的困难，并与联结主义方法进行对比；最后从常识推理表现、知

识表示方法、知识获取方式、推理方式、可解释性和创造性方面对两种方法进行了综合对比，并探讨了

两种方法融合的可能性。
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Abstract: The symbolic approach has dominated the field of commonsense reasoning for a long time, while 
the connectionist approach has been criticized for lacking complex reasoning capabilities. However, with the rise 
of large language models represented by ChatGPT, the performance of the connectionist approach in common 
sense reasoning has surpassed that of the symbolic approach, demonstrating complex reasoning abilities. This 
paper compares and analyzes the symbolic and connectionist approaches from the perspective of commonsense 
reasoning. We first introduce the basic ideas of the two approaches in addressing commonsense reasoning 
problems and analyze the challenges they face. Then, we explain the difficulties encountered by the symbolic 
approach through a case study and compares it with the connectionist approach. Finally, it comprehensively 
compares the two approaches in terms of commonsense reasoning performance, knowledge representation, 
knowledge acquisition methods, reasoning methods, interpretability, and creativity, and explores the possibility of 
integrating the two approaches.
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引    言

常识推理是人类智能的核心特征之一。常

识推理是指人类获取世界场景中某些方面的信

息，并依据常识知识或对世界运作方式的理解

对该场景的其他方面进行推理的过程。[1] 自人

工智能诞生以来，研究者们致力于采用不同的
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方法来模拟人类常识推理过程。其中，符号主

义和联结主义作为两个主要的认知建模框架，

引起了广泛的关注和讨论。[2]-[7]

符号主义和联结主义源自不同的哲学传

统。符号主义源自理性主义传统，强调符号和

规则在思维和认知过程中的重要性，认为符号

是智能的本质，主张使用符号来表示知识，并

将推理和问题解决作为智能的核心特征；而联

结主义源自经验主义传统，强调从数据中学习，

认为智能可以通过神经网络的连接来实现，并

将学习作为智能的核心特征。前者可以视为对

人类心灵的模拟；而后者可以视为对人类大脑

的模拟。[2] 这两种不同的方法在常识推理领域

展现出了各自的优势和局限性。

符号主义方法主张使用符号操作来模拟人

类的常识推理过程，大致可以分为逻辑方法和

非逻辑方法。逻辑方法作为符号主义方法的主

流方法，其背后的基本假设是人类的大部分推

理都可以分析为演绎或者近似演绎的推理过

程；[8] 非逻辑方法是指那些不严格依赖逻辑来

表示和处理知识的方法。符号主义方法在一些

领域取得了显著的成功，例如，分类推理、时

态推理、关于动作和变化的推理以及定性推理。
[9] 然而，在面对复杂的常识推理任务时，其表

现不尽如人意。

联结主义方法主张通过模拟人类大脑的神

经网络连接来存储和处理知识，从而让机器

实现常识推理。尽管联结主义在模拟一些复

杂的感知任务上表现出色， 如图像识别、自动

驾驶等，但在常识推理领域一直备受质疑，被

认为缺乏复杂推理能力。[10]-[12] 然而，随着以

ChatGPT 为代表的大语言模型的兴起，联结主

义方法在常识推理方面的表现超越了符号主义

方法，展现出了复杂推理的能力。

本文聚焦于符号主义和联结主义方法在常

识推理领域的对比研究。第二节和第三节将分

别介绍基于符号主义和基于联结主义的常识推

理解决方案并分析各自所面临的问题；第四节

通过实例来解释和分析两种方法的表现；第五

节对这两种方法从整体上进行对比，并探讨两

种方法融合的可能性；第六节总结全文。

一、符号主义方法

直观上，人类之所以能够进行常识推理，

是因为人类具有常识知识，而且能够利用常识

知识进行推理。因此，要让机器模拟人类的常

识推理能力，需要为机器构造常识知识库，并

设计相应的推理机制。依据知识表示和推理方

法的不同，符号主义方法可以分为逻辑方法和

非逻辑方法，前者使用逻辑语言来表示常识，

并基于逻辑方法来构建推理机制；后者使用结

构化的知识表示方法，并基于自然语言理解来

构建推理机制。

1. 基于逻辑的常识推理方法

要基于逻辑方法构造常识推理系统，需要

构建基于逻辑表示的常识知识库和逻辑推理机

制。与此同时，人类所面临的常识推理问题是

使用自然语言描述的，而机器使用逻辑语言来

进行推理，因此还需要让机器具备自动形式化

的能力，即将自然语言自动地翻译为逻辑语言。

综上，基于逻辑方法的常识推理系统包括三个

部分：自动形式化系统、常识知识库以及逻辑

推理机制，如图 1 所示。

图1  基于逻辑方法的常识推理系统结构图

符号主义与联结主义：从常识推理的视角看
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Cyc 项目是逻辑方法在人工智能领域应用

的 一 个 典 范。Cyc 项 目 创 建 了 一 种 人 工 语 言

CycL 来描述知识。CycL 是一阶逻辑语言的扩

张，量词允许加在谓词、 函数和句子前面，因此，

本质上一种高阶语言。[13]CycL 包括逻辑符号

和非逻辑符号，其中逻辑符号包括变项、逻辑

联结词和量词；非逻辑符号包括常项、函数和

谓词。例如，“所有人都会死”的一阶表达式

为∀x(Person(x)→Mortal(x))，CycL 语言表达式

如下所示：

(#$implies
 (#$isa ?person #$Person)
 (#$isa ?person #$Mortal))
其 中，#$implies 表 示 逻 辑 联 结 词 蕴 涵，

(#$isa X Y) 表示 X 是集合 Y 的实例，?person 表

示变项；#$Person和#$Mortal分别表示谓词“人”

和“会死的”。到 2017 年，Cyc 项目共包括约

150 万个项和 2450 万条知识。这些知识涉及因

果、时间、 空间、物质、意图、矛盾、不确定性、

信念、情感和计划等内容。[14]

在解决具体的常识推理问题时，需要从海

量的常识知识中挑选出与当前问题相关的常识

知识。否则，需要遍历所有的常识知识，这会

导致推理效率非常低，无法在合理时间内给出

回答。关于世界的知识是基于人们对于世界的

认识，然而这种认识并非严格确定的，时常存

在着不一致的情况。按照经典逻辑的推理规则，

矛盾可以推出一切，由此导致无法得出正确的

结论。为解决这两个问题，Cyc 引入了“微理论”

（microtheory）概念，将基于相同假设、相同

主题和相同来源的知识划分为一个微理论，每

一个断言至少包含在一个微理论中。[15] 通过对

断言进行分类，一方面可以解决知识整体不一

致的问题；另一方面只在相关微理论中进行推

理可以提高推理效率。

Cyc 中的推理是都是演绎推理，其推理的

每一步都有严格的逻辑证明。Cyc 采用归结原

则（resolution principle）实现自动推理。在确

定了推理范围后，需要遍历所有的断言以得到

正确答案。Cyc 提供了深度优先和广度优先两

种答案搜索算法。深度优先算法更为有效且占

用内存少，但是容易进入一个无穷支，然后无

限循环下去；广度优先优点是可以得到这个答

案最简单的证明，但是如果目标答案的层数较

深，则需要存储大量的信息。利用归结原则理

论上可以得到正确的答案，但是在实际应用中，

为提升推理的效率和语言的表达力，Cyc 最终

放弃了推理的完备性。[14]

2. 非逻辑的常识推理方法

类似于逻辑方法，非逻辑的常识推理方法

同样需要构建常识知识库，并构建相应的推理

机制。在知识表示方面，不像逻辑方法受限于

严格的逻辑语法，非逻辑的常识知识表示方法

更加灵活，通过使用语义网络或者知识图谱来

展示实体间的语义关系，使其更容易理解。除

此之外，由于使用自然语言来表示知识，其在

知识获取方面也更具优势，目前基于机器学习

的本体学习技术，可以从文本数据或非结构化

数据中自动学习常识知识来构建知识库。

常识知识库又被称为本体知识库、语义知

识库、语义网络或知识图谱。目前学界已经

构 建 了 大 量 的 常 识 知 识 库， 例 如，WordNet、
FrameNet、VerbNet、ConceptNet、YAGO 、

DBpedia[16]-[21] 和谷歌知识图谱等。这些知识

库从理论基础到实际的构造方式都有很大的不

同。WordNet 是基于认知科学和语言学的研究

成果构建的；VerbNet 和 FrameNet 是基于语言

学的研究成果构建的；ConceptNet、DBpedia、

YAGO 和 谷 歌 知 识 图 谱 则 是 从 具 体 的 工 程

应 用 出 发 来 构 建 的。WordNet、VerbNet 和

FrameNet 最初完全人工构建的，后利用一些信

息技术来辅助人工构建；DBpedia、YAGO 和谷

歌知识图谱是利用语义抽取技术自动构建的；

ConceptNet 最初是采用众包的形式收集数据，

后又采用信息处理技术进行结构化。

在推理机制方面，区别于逻辑方法的演绎

推理方式，非逻辑方法主要采用归纳的推理方

式，包括基于图结构的推理、基于规则学习的

推理以及基于表示学习的推理。[22] 前两种推理

方法显式地定义了推理学习的特征，属于显式

的推理方式；而基于表示学习的推理算法在学

习向量表示的过程中，自动学习推理所需的特
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征，是一种隐式的推理方式。值得说明的是，

基于表示学习的推理方法属于联结主义的推理

方法。

逻辑方法与非逻辑方法并非严格区分的。

由于非逻辑方法构建的常识知识库是一种结构

化的表示，可以相对容易地翻译为逻辑公式，

因此，也可以采用逻辑方法对其进行推理。由

此，也将面临将常识推理问题和常识知识自动

形式化的问题。

3. 符号主义方法所面临的问题

符号主义方法面临的第一个难题是知识表

示不足的问题。人类在与世界的互动过程中不

断获得和更新关于世界的知识，使其大致符合

世界的真实情况。然而，这些知识并非都可以

采用符号来表示，特别是对于一些模糊和不确

定性的知识。虽然目前构建了诸多的常识知识

库，但这些知识库并未能构建关于世界的合适

描述，来满足常识推理任务的需要。

符号主义方法面临的第二个难题是如何选

择相关的前提参与推理。一个相对完备的常识

知识库至少要具备上千万条甚至上亿条常识知

识，面对一个具体常识推理问题，若将所有的

常识知识参与推理，则会导致搜索空间过大，

从而使得推理过程缓慢，甚至无法在合理时间

内完成。目前符号主义方法尚未对这一问题提

供良好的解决方案。Cyc 项目通过构建微理论

来缩减推理的范围，这种方案又引发了如下两

个问题：（1）Cyc 项目中的有 2 万多个微理论，

这些微理论多达 50 层，而且存在诸多冗余的

子类型关系，如何将常识知识正确地划分到不

同的微理论是一个难题；（2）一个常识推理问

题可能同时涉及多个微理论，如何选择合适的

微理论参与推理是其所面临的第二个难题。在

自动定理证明领域，目前已经开发了诸多工

具来辅助前提的选择，例如，布兰切特（J. C. 
Blanchette）等提出的“锤子”方法利用启发

式搜索来选择与当前推理相关的前提。[23] 然

而，常识推理的前提选择比自动定理证明更为

复杂，一方面，常识知识库的规模要远大于自

动定理证明的知识库；另一方面，相较于定理

知识，常识知识具有不确定性、模糊性和上下

文依赖性，因而在前提选择方面面临更大的挑

战。

逻辑方法面临的第三个难题是自然语言自

动形式化的问题。当前自然语言形式化的方法

大致划分为以下八种：基于规则的方法、基于

句法分析的方法、基于实例的方法、基于归纳

逻辑编程的方法、基于统计机器学习的方法、

基于深度学习的方法、基于语言模型的方法以

及基于语义分析的方法。[24] 目前，这些方法能

够将具体领域的自然语言正确地翻译为形式语

言，但是常识推理所涉及的是通用领域，目前

尚未有统一的解决方案能够将任意的自然语言

翻译为形式语言。

尽管非逻辑方法并不面临自然语言形式

化的问题，但由于采用自然语言表示， 因此

面临着一词多义和表达多样性的问题。例如，

ConceptNet 中的一个项可能具有多个含义，比

如，“apple”既指代一种水果，也指代电脑品牌。

要使用 ConceptNet 中的常识进行推理，首先需

要确定语境中的单词具体是哪种含义。与此同

时，同一个意义可以采用不同的表达方式，这

会造成匹配困难，即问题中出现的单词无法准

确地定位到知识库中的概念。尽管当前的常识

知识库中包含了单词间以及部分词组间的同义

关系，但是由于词组的组合具有复杂性和多样

性，因而很难构建一个包含所有同义表达的知

识库。由此，也就造成了在推理时概念匹配的

困难。

二、联结主义方法

人工智能界构建了诸多的常识推理任务来

评测系统的常识推理能力。尽管联结主义方法

在这些任务上已经取得非常优异的表现，[25]-[27]

但一直被认为不具有常识推理能力。然而，随

着 ChatGPT 等大语言模型的兴起，这种认知正

逐渐被改变。本节以 GPT 系列模型为例，来分

析联结主义方法解决常识推理问题的基本思路

以及所面临的问题。

1. 基于语言模型的常识推理方法

语言模型是语言中标记序列概率分布的模

符号主义与联结主义：从常识推理的视角看
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型，对于给定的标记序列，可以预测下一个出

现的（或缺失的）标记。标记可以是单词、字

符甚至是字节。语言模型在大规模文本数据上

进行预训练，使模型学习到语言的语法和语义

特征。学习到的知识存储在模型的参数中，因

而是一种隐式的知识表示。目前主流的语言模

型都是基于 Transformer 模型的自监督学习来训

练，并且通过自注意力机制有效地捕捉句子成

分间的依赖关系。GPT 系列模型作为一种自回

归（auto-regressive） 语言模型，其工作机制是

依据输入的序列逐个生成输出的序列。具体来

说，将标记序列 w1…wn 输入语言模型，预测下

一个标记为 wn+1 ；然后将 w1…wn wn+1 作为输入

预测下一个标记为 wn+2；重复上述过程，直到

输出完整的标记序列。

语言模型应用于常识推理问题经历了“预

训练 + 微调”和“预训练 + 提示”两种不同的

范式。GPT-1 模型采用“预训练 + 微调”的模式，

预训练结束后，使用常识推理的数据集对其进

行微调。一个常识推理问题一般包括一个上下

文 z，一个问题 q 和一个可能的答案集 {ak}。将

上下文、问题和每个可能的答案连在一起便得

到多个文本序列 [z; q; $; ak]，由此对每个这样

的序列进行单独处理，通过一个 Softmax 层得

到每个答案的概率分布。[28] 一般概率高的即为

正确答案。很显然这样的微调方式仅适合处理

有备选项的常识推理问题。

当模型规模和训练数据增大到一定程度

后，语言模型具备了一定的上下文学习能力。

GPT-1 模 型 有 大 约 1.17 亿 参 数， 训 练 数 据 有

约 5GB；GPT-3 模型具有 1750 亿参数，训练数

据达到 570GB。前者并不具有上下文学习能

力，而后者具有。当语言模型具备上下文学习

能力后，不再需要对语言模型进行微调，仅通

过提示便可让语言模型完成下游任务。在常识

推理任务上，GPT-3 未经微调便达到了非常优

异的表现。然而，在测试 GPT-3 在这些任务上

的表现时，需要对测试任务进行改造，将常识

推理任务改造为概率计算问题。以 Winograd
模式挑战任务 [29] 为例，此任务的目标是确定

句子中代词的指称。例如，在句子“The city 
councilmen refused the demonstrators a permit 
because they feared violence”（ 市 政 府 拒 绝 给

示威者颁发游行许可证，因为他们担心暴力事

件）中，依据常识我们可以确定“they”指代

的是 the city councilmen。在测试 GPT-3 时，先

将 两 个 备 选 项“the city councilmen” 和“the 
demonstrators”代入到“they”的位置，得到

两个句子，然后计算这两个句子的概率，概率

高的即为正确答案。这种解决方案被认为并没

有在推理，塞巴（W. S. Saba）批评这种方法

不仅具有误导性，而且会有损那些需要真正基

于理解的研究领域。[12] 尽管 GPT-3 在诸多的

常识推理任务上取得了优异表现，这并不意味

着其已经具备了常识推理能力。例如，虽然

GPT-3 模型已经在物理常识推理任务上取得了

优异表现，但无法处理像“我把奶酪放进冰箱，

它会融化吗？”这样的常识推理问题。[27] 然而，

随着语言模型的不断进化，目前像 ChatGPT 这

样的大语言模型已经展现出了非常强的常识推

理能力。

从 GPT-3 到 ChatGPT 的进化过程，有两个

中间版本的语言模型，Codex[30] 和 InstructGPT，
[31] 如 图 2 所 示。Codex 是 在 GPT-3 的 基 础 上

采 用 了 Github 上 的 代 码 进 行 训 练 而 得 到 的；

InstructGPT 是在 Codex 的基础上，通过应用向

人类意图对齐技术进一步优化而来的；ChatGPT
和 InstructGPT 仅 在 训 练 数 据 方 面 存 在 微 小 差

异。ChatGPT 与 GPT-3 相比，主要的改变是使

用了代码训练和向人类意图对齐技术。

图2  从GPT-3到ChatGPT的进化
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向人类意图对齐使得语言模型能够更好地

理解人类的意图和指令，产生人类期望的输出。

以 Winograd 模式挑战为例，ChatGPT 可以通过

对话式的方式直接回答问题，并且能对答案给

出合理的解释，如图 3 所示。相较于 GPT-3 模

型将 Winograd 问题转换为概率计算问题的“推

理”方式，ChatGPT 更有可能被认为具有常识

推理能力。

目前并未有证据表明向人类意图对齐会带

来常识推理能力的提升，相反甚至可能会影响

语言模型在常识推理任务上的表现，这种情况

也 被 称 为“ 对 齐 税 ”（alignment tax）。 例 如，

InstructGPT 模型在经过向人类意图对齐后，在

SQuAD、DROP 和 HellaSwag 常识推理任务上

的表现反而变差了。[31]-[34]GPT-4 技术报告也

表明，GPT-4 在各项考试中所展现的能力可能

主要来自于预训练阶段，人类反馈的强化学习

过程对于其表现影响不大。[35]

语言模型在常识推理任务上的表现与人类

的提问方式相关。魏杰森（J. Wei）等提出了

思维链（chain of thought）的概念，并通过实

验发现当在提示中加入推理的中间步骤示例

时，语言模型在常识推理任务上的表现会得到

大幅提升。[36] 同时， 发现了思维链推理能力是

模型规模增大后所涌现出的一种能力，涌现能

力是指小模型中未出现而在大模型中出现的能

力。因此，常识推理能力的提升与模型规模呈

现正相关的关系。小岛（T. Kojima）等进一步

发现无需在提示中加入包含中间推理步骤的示

例，仅加入“Let’s think step-by-step”这句咒

语便可以提升语言模型的常识推理表现。[37]

代码训练可以提升语言模型的常识推理能

力。 小 岛 等 发 现 在 未 经 代 码 训 练 的 GPT-3 模

型引入思维链推理后，在多步算术推理测试

集上的表现提升了 16.3%；而在经过代码训练

的 InstructGPT 模型在此任务上的表现提升了

61%。[37] 马达恩（A. Madaan）等发现经过代

码训练的语言模型在结构化常识推理任务上的

表现要优于自然语言训练的模型。[38] 关于为何

代码微调会提升语言模型的推理能力，尚未见

有明确的解释，一种可能的直观解释是程序代

码中包含了推理的模式和思想，例如，面向过

程编程类似人类解决问题的过程；面向对象编

程中的类、继承、多态的思想也与人类的推理

过程相似。[39] 语言模型可以从代码中学到相关

的推理模式。

2. 联结主义方法所面临的问题

联结主义方法具有不可解释性，体现在知

识表示的不可解释和推理过程的不可解释。联

结主义方法采用隐式的知识表示，知识存储在

模型的参数中，并不是直接可见的，因此很难

从模型中直接获取和解释知识。OpenAI 采用

GPT-4 对 GPT-2 模型中的神经元进行解释，但

仅有非常少量的神经元可以得到可靠的解释，

而且这一研究还存在诸多理论和实践上的限

制。[40] 由于模型的参数是固定的，一旦预训练

完成，知识的更新和修改需要重新进行预训练

和微调，而无法像符号主义方法一样灵活地更

新知识。联结主义方法采用下一个词预测的方

式来完成推理的过程，这种简单的机制为何能

图3  ChatGPT回答Winograd模式问题实例
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产生常识推理能力，目前尚未见有明确的解释。

目前语言模型在常识推理问题上的表现并

不 稳 定。 使 用 同 一 问 题 在 对 ChatGPT 进 行 多

次提问时，会得到不同，甚至截然相反的答

案。这是由于语言模型采用采样（sample）的

方式来生成答案，每次采样的不同会生成不同

的答案。为了解决这一问题，利用“自一致

性”（self-consistency）方法，通过生成多个答

案，从中选择最一致的回答，可以有效缓解回

答的随机性问题。[41] 语言模型对提问方式是敏

感的，采用不同的提问方式可能得出完全不同

的答案，使用思维链的提问方式可以提升语言

模型在常识推理任务上的表现。除此之外，大

语言模型作为通用模型，其模型的更新需要平

衡其各种能力，在增强其他能力的同时可能会

降低其常识推理的表现。通过对 ChatGPT 的演

化情况进行研究，发现 ChatGPT 随着版本的更

新在自然语言推理任务上的表现变差，例如，

Winograd 推 理 任 务 上 的 表 现 从 81.69%（2023
年 1 月版本 ChatGPT）降到了 71.83%（2023 年

3 月版本 ChatGPT）。[42]GPT-4 在识别质数测试

中也出现了准确率骤降的情况，从 97.6%（2023
年 3 月版本 GPT-4）降到 2.4%（2023 年 6 月版

本 GPT-4）， 而 ChatGPT 从 2023 年 3 月 到 2023
年 6 月的更新却带来了准确率的大幅提升。[43]

大语言模型存在幻觉（hallucination）问题，

在回答问题时可能生成虚构的信息，而不是基

于已有的知识和数据，这可能会对其常识推理

表现造成影响。从 OpenAI 发布的技术报告看，

GPT-4 模型在减少幻觉方面相较于 ChatGPT 有

较大改进。[35] 但是，目前来看语言模型的幻

觉问题无法完全消除。目前大语言模型在构建

前提、中间结论和最终结论之间的因果关联方

面， 仍 存 在 问 题。 由 此， 忠 实 推 理（faithful 
reasoning）逐渐成为大语言模型研究的重要方

向之一。

联结主义方法在某些常识推理领域仍面临

一些挑战。博尔吉（A. Borji）收集了 ChatGPT
一些推理失败的实例，涉及空间推理、时间推

理、物理推理、心理推理、常识推理等。[44] 方

艺 珍（Y. Bang） 等 对 ChatGPT 的 推 理 能 力 进

行评测，发现其在 10 个推理领域的准确率仅有

64.33%，因此认为其是一个不可靠的推理器。
[45] 由于这些测试是基于 ChatGPT 的早期版本，

因 此， 有 些 不 能 解 决 的 问 题 会 由 于 ChatGPT
的升级变得可以解决。特别地，GPT-4 相较于

ChatGPT 在常识推理方面有非常大的提升，因

此，这些评测结果可能并不适用于 GPT-4。一

些研究结果表明尽管 GPT-4 的表现要明显优于

ChatGPT， 并且二者在分布外数据集以及需要

逻辑推理的自然语言推理任务上表现不佳。[46]

当前大语言模型在数学推理、逻辑推理、因果

推理、抽象推理及心灵推理方面仍存在诸多不

足。[47] 值得说明的是，由于 ChatGPT 和 GPT-4
的表现受到提问方式的影响，因此，当在上下

文中给出更多的实例或者引入思维链推理会进

一步提升其评测的表现。

三、实例分析

莱 韦 斯 克（H. J. Levesque） 提 出 了“ 鳄

鱼能参加长跑障碍赛吗？”（could a crocodile 
run a steeplechase?） 的 问 题。[48] 普 通 人 可 能

从未设想过这样的问题，但是当人们听到这一

图4  ChatGPT回答问题实例
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问题时，可以依据常识对其作出回答。目前

ChatGPT已经能够就这一问题给出合理的回答，

如图 4 所示。本节借用此实例来分析符号主义

方法在解决常识推理问题时所面临的困难，并

与联结主义方法进行对比。

要采用符号主义方法解决“鳄鱼能够参加

长跑障碍赛”，首先要具有关于“鳄鱼” 和“长

跑障碍赛”的常识，然而，“鳄鱼”的百科知

识中并不涉及“长跑障碍赛”；同时“长跑障碍

赛”的百科知识中也不会提及“鳄鱼”。人类

在回答这一问题时，会设想参加长跑障碍赛的

基本条件，并分析鳄鱼是否具有这样的条件，

由此得出结论鳄鱼不能参加长跑障碍赛。然而，

在目前已有的常识知识库并不能涵盖上述推理

过程所需的常识，因此，存在知识表示不足的

问题。相较之下，联结主义方法由于采用海量

的数据进行训练，在大部分的常识推理中并不

面临知识表示不足的问题。

ChatGPT 的回答中涉及到诸多的概念和常

识，如“参加”“长距离奔跑”“障碍物”“移

动速度”“爬行”“跳跃”“鳄鱼不具备长时间

奔跑能力”“鳄鱼不具备跳跃能力”“鳄鱼通过

腹部爬行来移动”等。现在假设常识知识库中

包含充足的知识，如何依据问题描述（“鳄鱼

能参加长跑障碍赛吗”）从海量的常识知识库

中将上述知识选择出来，并组合成合理的论证

是符号主义方法面临的另一个问题。相较之下，

联结主义方法在回答常识推理问题时，大部分

情况下可以选择相关的知识来构成合理的论

证。大语言模型的这种能力目前仅仅已知与其

注意力机制相关，其具体机制尚不清楚。

若采用逻辑方法解决此问题，还面临着自

然语言自动形式化的问题，需要将问题描述和

常识知识翻译为逻辑表达式，然而目前尚未有

统一化的方法实现这种翻译。除此之外，逻辑

方法的推理机制主要是演绎的，然而如果我们

分析 ChatGPT 的回答会发现，这一回答并非完

全演绎的，即如果我们将这一回答形式化为一

阶公式，并不能必然推出我们期望的结论。

还有一种可能的设想是将这种类型的知识

直接加入常识知识库。假设我们允许将“鳄鱼

不能参加长跑障碍赛”这样的知识加入常识知

识库。当面临其他相似的问题时，我们还需要

加入与此相似的知识。例如，鳄鱼能打乒乓球

吗？鳄鱼能打篮球吗？鳄鱼能做研究吗？鳄鱼

能把水从瓶子里倒到杯子里吗？鸡能参加长跑

障碍赛吗？苍蝇能参加长跑障碍赛吗？马能参

加长跑障碍赛吗？假设有 n 种动物，有 m 种人

类能够从事的活动，那这种组合就有 n*m 种。

由此，会造成知识爆炸的问题。如果采用封闭

世界语义，即所有未出现在数据库中的事实都

是假的，虽然可以简化知识表示和推理过程，

但是可能会导致错误的结论。例如，对于“鸵

鸟能跨栏吗？”这样的问题，依据鸵鸟和跨栏

的常识，我们可以推理出鸵鸟可以跨栏。 然而，

依据封闭世界假设，若这样的事实不包含在数

据库中，则会推理出鸵鸟不能跨栏。

四、两种方法的对比

本节主要对上述两种方法从常识推理表

现、知识表示方式、知识获取方式、推理方式、

可解释性以及创造性方面进行对比，并探讨两

种方法融合的可能性。

1. 常识推理表现

联结主义方法在所有的常识推理任务上都

取得了最优表现。对于一些大规模的常识推

理测试集，目前仅有基于联结主义方法构造

的系统；对于相对小规模的常识推理任务，如

Winograd 模式挑战，尽管有符号主义方法的解

决方案，但相较于联结主义方法表现较差。由

于符号主义方法存在知识表示不足、前提选择

以及自动形式化问题，目前仅在面向特定领域

的常识推理任务中取得了良好表现。

2. 知识表示方式

符号主义方法通过符号和规则来表示知

识，知识被显式地表示为符号和符号之间的关

系，这种知识表示形式更为清晰和易于解释，

但在表示模糊和不确定性知识时存在困难。联

结主义则是通过神经网络的连接权重来表示知

识，是一种隐式的表示方式。同时，知识以分

散的形式编码在模型的不同部分， 能够有效地

符号主义与联结主义：从常识推理的视角看
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捕捉知识的模糊性和不确定性。

3. 知识获取方式

符号主义方法的知识库构建方式主要分为

人工构建、众包构建和基于数据挖掘或本体学

习技术的自动化构建方式。虽然目前可以在一

定程度上自动构建知识库，但在实际应用中，

通常需要进行人工审核和干预，以确保知识库

的质量和准确性。联结主义方法主要采用自监

督学习的方式来进行训练，使用大规模的未标

记数据进行学习，无需人工标注。

4. 推理方式

符号主义方法利用推理规则来对符号进行

操作从而实现推理。逻辑方法主要基于逻辑推

理机来实现推理；非逻辑方法主要通过图推理

和规则学习的方式进行推理。联结主义方法将

输入数据传递到神经网络中，然后神经网络中

的每个神经元会根据输入数据和连接权重计算

其激活状态，并将结果传递给下一层神经元，

经过多个层次的信息处理和传递，从而得出最

终的推理结果。

5. 可解释性

由于符号主义的知识表示是显式的，并且

推理过程是基于符号和规则进行的，因此可以

很容易地解释模型的推理过程。由于联结主义

的知识表示是分布式和隐式的，并且推理过程

是通过数据在神经网络中的传递和处理进行

的， 因此很难对模型推理过程进行精确解释。

6. 创造性

符号主义方法的推理过程依赖规则和逻

辑，无法生成超出规则和知识库内容之外的回

答，因而缺乏创造性和灵活性；联结主义方法

通过预测下一个词的方式来输出答案，能够依

据不同的场景和数据，给出具有创造力的答案。

综上所述，两种方法在处理常识推理问题

方面各有优劣，但目前联结主义方法在表现上

相较于符号主义方法具有绝对优势。一个自然

的想法将两种方法综合起来，构造兼具两者优

点的统一框架。这一想法可以追溯到 20 世纪

90 年代，这种方法也被称为神经符号（neural-
symbolic）方法。神经符号方法的目标是探索两

种方法的优势，通过结合神经网络的学习能力

和符号方法的严格、可解释的推理过程，来解

决人工智能领域的问题。

在大语言模型出现之前，联结主义在感知

相关的任务上取得了显著的成就， 如图像识别、

自动驾驶、语音识别等，但被认为并不具备复

杂推理能力；而符号主义方法被认为在可解释

性和推理方面更具有优势。因此，符号主义方

法在解决常识推理问题方面被寄予厚望。符号

主义的常识推理方法涉及自然语言形式化、常

识知识库构建和推理机制三个部分，利用深度

学习技术可以辅助这些过程的实现， 从而提升

了其在常识推理任务上的表现。与此同时，构

建的常识知识库提供了丰富且精确的外部信

息，在探索改进深度学习的鲁棒性、可解释性、

弱标注学习等方面起到了关键作用。神经符号

系统在推理效率、泛化能力和可解释性方面相

较于单纯的符号系统或深度学习模型都有较大

优势。[49] 
大语言模型出现之后，传统认知正在被改

变，深度学习方法被认为具有复杂推理能力。[50]

依靠海量数据的学习，大语言模型在常识推理

问题上展现出了非常强的鲁棒性，不仅能够对

现实世界的场景进行推理，还能够对一些设想

的荒谬场景进行推理。大语言模型虽然展现出

了强大的常识推理能力，但其存在幻觉和推理

能力欠缺等问题。目前，通过将传统的知识图

谱与大语言模型集成，在减轻大语言模型的幻

觉，增强其推理能力方面展现出了明显的效果。

虽然思维链提示方法可以在很大程度上提升大

语言模型的推理能力，但在处理依赖符号表达

和严格推理规则的逻辑推理方面仍然可能遇到

困难。通过将符号表达式和逻辑规则融入到大

语言模型的思维链中，不仅可以提升其推理表

现，而且推理更加忠实和可解释。[51]

结    语

本文介绍了符号主义和联结主义在解决常

识推理问题上的基本方法以及所面临的问题，

并对二者在常识推理表现、知识表示方式、知

识获取方式、推理方式、 可解释性和创造性方
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面进行了对比。从目前的分析来看，符号主

义方法在现有的理论框架下面临着知识表示不

足、前提选择及自动形式化等问题，这也使其

目前无法为常识推理提供一种可行的解决方

案。联结主义方法在诸多方面都相较于符号主

义方法具有较大的优势，而且展现出了巨大的

发展潜力。因此，本文认为在未来一段时间内

联结主义方法将成为常识推理研究的主流解决

方案。联结主义方法还需要就知识更新、增强

推理稳定性、减少幻觉以及提升可解释性等方

面进一步展开研究。与符号主义方法的结合可

以在解决这些问题方面起到促进作用。
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